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Resumen

El sarcoma de Ewing es un tipo de cancer que se desarrolla en los huesos y en el tejido blando
que los rodea. Aunque la incidencia es baja a nivel global, en nifios y adolescentes es uno de
los tumores mas frecuentes y agresivos, lo que genera un gran impacto social y representa un
desafio para encontrar un diagndstico y tratamiento 6ptimo, ya que la tasa de supervivencia esta
altamente relacionada con la cantidad de propagacion del tumor. En la actualidad, se diagnostica
mediante biopsias y su analisis histologico, aunque solamente con esto es dificil diferenciar entre
sarcomas de Ewing y otro tipo de tumores de células redondas y pequefias. Esto es un problema
debido a que el tratamiento y prondstico para cada uno de los diferentes tumores es distinto. Para
la implementacion de sistemas de ayuda basados en computador que asistan a los médicos en la
toma de decisiones, se emplean escaneres de patologia digital para la digitalizacion de las biopsias.

En este proyecto se pretende desarrollar un sistema de clasificacion basado en aprendizaje profun-
do sobre imagenes de histologia digitalizadas. Estos tipos de algoritmos son capaces de analizar
grandes cantidades de datos y aprender patrones para realizar tareas que pueden llegar a imitar
las capacidades humanas. Los métodos explorados se basan en redes neuronales convolucionales
que estan compuestas por distintas capas interconectadas entre si para extraer caracteristicas de
las imagenes. El sistema disefiado sera capaz de clasificar imagenes de sarcoma de Ewing y otros
tipos de tumor de células redondas y pequefias. Exploraremos distintos algoritmos de aprendizaje
que se adaptan a la naturaleza de los datos para ver cual ofrece mejores resultados, como son el
supervisado y el débilmente supervisado, concretamente el de multiples instancias.

Palabras clave: Sarcoma de Ewing, tumores de células redondas y pequefias, aprendizaje pro-
fundo, clasificacién de imagenes, aprendizaje supervisado, aprendizaje débilmente supervisado,
aprendizaje de multiples instancias.



Resum

El sarcoma de Ewing és un tipus de cancer que es desenvolupa en els ossos i en el teixit tou
que els envolta. Encara que la incidéncia és baixa a nivell global, en xiquets i adolescents és un
dels tumors més freqiients i agressius, la qual cosa genera un gran impacte social i representa un
desafiament per a trobar un diagnostic i tractament Optim, ja que la taxa de supervivéncia esta
estretament relacionada amb la quantitat de propagacio del tumor. En 1’actualitat, es diagnostica
mitjancant biopsies i 1’analisi histologica, encara que solament amb aixo é€s dificil diferenciar entre
sarcomes de Ewing i un altre tipus de tumors de c¢l-lules rodones i petites. Aixo €s un problema a
causa de que el tractament i el prondstic per a cadascun dels diferents tumors és diferent. Per a la
implementacio de sistemes d’ajuda basats en ordinador que assisteixen els metges en la presa de
decisions, s’empleen escaners de patologia digital per a la digitalitzaci6 de les biopsies.

En aquest projecte es pretén desenvolupar un sistema de classificacié basat en aprenentatge pro-
fund sobre imatges d’histologia digitalitzades. Aquests tipus d’algoritmes son capacos d’analitzar
grans quantitats de dades i aprendre patrons per a realitzar tasques que poden arribar a imitar les
capacitats humanes. Els métodes explorats es basen en xarxes neuronals convolucionals que estan
compostes per diferents capes interconnectades entre si per a extreure caracteristiques de les imat-
ges. El sistema dissenyat sera capag de classificar imatges de sarcoma de Ewing i altres tipus de
tumors de cél-lules rodones i petites. Explorarem diferents algoritmes d’aprenentatge que s’adapten
a la naturalesa de les dades per a veure quin ofereix millors resultats, com ara 1’aprenentatge su-
pervisat i el débilment supervisat, concretament el d’instancies multiples.

Paraules clau: Sarcoma d’Ewing, tumors de cel-lules rodones i xicotetes, aprenentatge profund,
classificacié d’imatges, aprenentatge supervisat, aprenentatge feblement supervisat, aprenentatge
de multiples instancies.




Abstract

Ewing sarcoma is a type of cancer that develops in the bones and the soft tissue surrounding them.
Although the global incidence is low, in children and adolescents, it is one of the most frequent and
aggressive tumors, which generates a significant social impact and represents a challenge to find
an optimal diagnosis and treatment, as the survival rate is highly related to the tumor’s extent of
spread. Currently, it is diagnosed through biopsies and histological analysis, although it is difficult
to differentiate between Ewing sarcoma and other types of small round cell tumors with only these
methods. This is a problem because the treatment and prognosis differ for each tumor type. For
the implementation of computer-aided diagnosis systems that assist doctors in decision-making,
digital pathology scanners are used for the digitization of biopsies.

This project aims to develop a classification system based on deep learning on digitized histo-
logy images. These types of algorithms can analyze large amounts of data and learning patterns
to perform tasks that can mimic human capabilities. The explored methods are based on convolu-
tional neural networks, which consist of interconnected layers to extract features from the images.
The designed system will be able to classify images of Ewing sarcoma and other types of small
round cell tumors. We will explore different learning algorithms that adapt to the nature of the data
to determine which one offers better results, such as supervised learning and weakly supervised
learning, specifically multiple-instance learning.

Keywords: Ewing sarcoma, small round cell tumors, deep learning, image classification, supervi-
sed learning, weakly supervised learning, multiple instance learning.
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Capitulo 1

Introduccion

En esta primera parte se hara una breve explicacion tanto del contexto médico como del aprendizaje
profundo, ya que estos son los dos pilares fundamentales de este proyecto. Ademas, se presentara
el estado del arte y se definird un objetivo principal y los objetivos secundarios del proyecto.

1.1. Contexto médico

Los tumores son crecimientos anormales de células en el cuerpo que se producen cuando hay un
desequilibrio entre la division y el crecimiento celular. Normalmente, el cuerpo regula la cantidad
de células producidas, eliminando las que estan dafiadas o que ya no son necesarias y reemplazan-
dolas por células nuevas y saludables. Sin embargo, si se altera este proceso, las células pueden
comenzar a dividirse y multiplicarse excesivamente, formando tumores.

Los tumores pueden aparecer en cualquier parte del cuerpo y pueden ser clasificados en benignos
y malignos. Los benignos son aquellos que solo crecen en una zona concreta y no pueden aparecer
en ni invadir otras. Por otro lado, los malignos, también llamados cancerosos, son los que si pueden
crecer y diseminarse a otras partes del cuerpo [1]. Dentro de los tumores malignos o cancerosos
existen los sarcomas, que son un tipo de cancer que empieza en los huesos o en los tejidos blandos
del cuerpo, como los cartilagos, los musculos o los vasos sanguineos. Los tipos de sarcomas son
clasificados segun el lugar donde se forman [2]. Algunos ejemplos de ellos son los angiosarcomas,
que se forman en las células que revisten los vasos sanguineos o los vasos linfaticos, los rabdo-
miosarcomas, que se suelen formar en los musculos que se unen a huesos y que ayudan a mover el
cuerpo y los condrosarcomas, que por lo general comienza en los huesos.

El Sarcoma de Ewing (SE) es un tipo de tumor 6seo maligno poco comun que se caracteriza por ser
altamente agresivo y por poder propagarse rapidamente a otras partes del cuerpo [3]. Generalmente,
comienza en los huesos largos, como el fémur o el hueso de la pelvis, pero también puede originarse
en otros huesos, tejidos blandos o en la médula 6sea. Se caracteriza por la presencia de una anomalia
genética llamada translocacion cromosémica, en la cual fragmentos de dos cromosomas diferentes
se fusionan, generalmente el cromosoma 11 y el 22. Esta fusion da lugar a una proteina anormal
llamada proteina de fusion EWSR1-FLI1 [4], la cual juega un papel importante en su desarrollo.

Este tipo de tumor es mas comun en adolescentes y adultos jovenes, pero puede aparecer en cual-
quier edad. Segun la American Society of Clinical Oncology [5], cada afio, aproximadamente a 200
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nifos y adolescentes en los Estados Unidos se les diagnostica un sarcoma de Ewing. Los tumores
de Ewing representan el 1 % de todos los canceres infantiles diagnosticados en nifios y adolescentes
menores de 15 afios y el 2 % de todos los canceres diagnosticados en adolescentes de 15 a 19 afios.
Aproximadamente la mitad de todos los diagndsticos de sarcoma de Ewing se dan en personas de
entre 10 y 20 afios. Los tumores de Ewing también pueden afectar nifios mas pequefios y adultos
jovenes de entre 20 y 30 afios.

La tasa de supervivencia a 5 afios es un indicador que muestra el porcentaje de pacientes que
han sido diagnosticados con una enfermedad y que siguen vivos al menos durante 5 afios después
de ese diagnostico. En el caso del sarcoma de Ewing, la tasa general de supervivencia a 5 afios
para personas con un tumor de Ewing es 62 %, pero hay distintos factores que afectaran al valor
de este indicador. Teniendo en cuenta el factor de la edad, en nifios menores de 15 afios la tasa
de supervivencia a 5 afios es del 75 %, mientras que para los adolescentes de 15 a 19 afios es
del 58 %. Por otro lado, considerando la extension de la propagacion del tumor, si el tumor se
encuentra unicamente en su lugar de origen, es decir, estd localizado, la tasa de supervivencia
es 82 %. Si el tumor se ha diseminado a una region cercana, se considera regional, y la tasa de
supervivencia es del 67 %. Sin embargo, si el tumor se ha propagado a una regién distante en el
momento del diagnoéstico, se denomina metastasis, y la tasa de supervivencia disminuye al 39 %.
Se puede apreciar que a mayor propagacion hay una menor esperanza de supervivencia [5].

Propagacion del tumor Tasa supervivencia a 5 afios vista

Localizado 82%
Regional 67 %
Metastasis 39%
General 62 %

Tabla 1.1: Tasa de supervivencia a 5 afios segiin propagacion del SE [5]

En los ultimos 40 afios, la tasa de supervivencia del sarcoma de Ewing ha experimentado un notable
incremento. Este avance se debe principalmente al uso de la quimioterapia y al tratamiento mul-
tidisciplinar. A pesar de estos avances, el prondstico de la enfermedad sigue siendo desfavorable,
especialmente en casos de metastasis, que es considerado el principal factor pronoéstico adverso [6].
Aunque el sarcoma de Ewing es una enfermedad poco comun, en Espafia es el tumor 6seo maligno
primario mas frecuente en la infancia, superando incluso al osteosarcoma. Dado el mal prondstico
asociado a la diseminacioén avanzada del tumor y su frecuencia, es crucial realizar una deteccion
temprana que permita iniciar un tratamiento precoz con atencion médica especializada. Estos as-
pectos son fundamentales para mejorar el pronostico y aumentar las posibilidades de recuperacion,
ya que como se evidencia en la Tabla 1.1 la tasa de supervivencia esta altamente relacionada con
la fase de propagacion del tumor cuando es detectado.

Otro tipo de sarcoma de tejido blando es el de células redondeadas y pequefias (TCRP). Es alta-
mente maligno y suele aparecer en la infancia y adolescencia. Su nombre se debe a su apariencia
altamente celular y a que a menudo carece de marcadores morfoldgicos especificos para su iden-
tificacion [7]. Su diferenciacion con el SE es dificil de apreciar, pero es vital contar con técnicas
que la puedan llevar a cabo. Esto es porque las terapias empleadas para tratar cada uno de ellos es
distinta y, por lo tanto, se necesita un diagndstico diferencial para posibilitar la recuperacion del
paciente.
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Diagnostico

Una vez establecida la sospecha de que un paciente padece algun tipo de cancer dseo, se procede
al diagnostico de este. Hay una variedad de pruebas que se pueden hacer para determinar si hay
presencia de tumor y de que tipo es [8], y aunque no todas puedan usarse individualmente como
diagnostico definitivo, cada una aporta una informacion distinta. Una de ellas es la radiologia sim-
ple, que consiste en la obtencion de imagenes de una lesion osteolitica. Aunque este tipo de pruebas
pueden no ser lo suficientemente sensibles para detectar tumores pequefios o lesiones 0seas tem-
pranas, en el caso de ser detectado puede proporcionar informaciéon importante sobre la presencia'y
las caracteristicas del tumor. También existen otras técnicas de imagen como la Tomografia Axial
Computerizada (TAC) y la Resonancia Magnética Nuclear (RMN). Estas permiten determinar la
extension del tumor, tanto en el hueso como en los tejidos blandos vecinos.

La técnica definitiva de diagnostico es la que se realiza mediante la extraccion de una biopsia y es la
que emplearemos para obtener las imagenes que utilizaremos para nuestro modelo de aprendizaje.
Se puede realizar con aguja gruesa guiada por TAC o con cirugia [9], como se puede apreciar en la
Figura 1.1. Una vez se obtiene el tejido, se prepara mediante técnicas histologicas para su estudio
histopatologico. Pueden ser necesarios otros estudios como la inmunohistoquimica y marcadores
tumorales para realizar el diagnodstico diferencial con otros tumores.

Bone hinps_\'

Figura 1.1: Biopsia de hueso mediante cirugia (obtenido de [10])

Para la creacion de la base de datos de este proyecto se utilizaran imagenes conseguidas a partir de
un tratamiento digital de las biopsias. Hay que llevar a cabo ciertos procesos para llegar a tener las
imagenes de la base de datos que sera utilizada para el sistema de aprendizaje. El primer paso es
aplicar la técnica histologica a la biopsia. Esta consiste en hacer cortes delgados a la muestra para
poder observarlos bajo el microscopio. A continuacion, se lleva a cabo la tincion de las muestras
con Hematoxilina Eosina (HE). De estos dos colorantes, la hematoxilina tifie de violeta azulado
intenso los ribosomas, la cromatina (material genético) dentro del nucleo y otras estructuras y la
eosina tifie de rosa anaranjado o rosado el citoplasma, el colageno, el tejido conjuntivo y otras es-
tructuras que rodean y sostienen la célula [11]. Una vez se tienen las muestras preparadas y tefiidas,
se lleva a cabo la digitalizacion mediante escaneres de patologia digital, produciendo micromatri-
ces de tejido digitalizado (TMA, del inglés tissue microarrays) por el proceso de digitalizacion
llamado whole slide imaging. Este nombre se le da al proceso de digitalizacion, pero su resultado
puede ser tanto los TMAs como las whole slide images (WSI). La diferencia entre estas dos es que
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las WSI captan secciones histologicas completas de tejido para ser analizado, por lo que su tamafio
es mucho mayor. Por otro lado, los TMAs contienen mas de un nucleo de tejido, pero cada uno
de estos niicleos individualmente es de mucho menor tamafio. En la Figura 1.2 se puede ver a la
izquierda un ejemplo de TMA y a la derecha uno de WSI para poder apreciar sus diferencias.
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Figura 1.2: Ejemplo de TMA y WSI (obtenidas de [12] y [13]

1.2. Inteligencia artificial

Segtin la definicion ofrecida por la pagina web de noticias del Parlamento Europeo [14]:

«La inteligencia artificial es la habilidad de una maquina de presentar las mismas capacidades que
los seres humanos, como el razonamiento, el aprendizaje, la creatividad y la capacidad de planear.»

La inteligencia artificial (IA) posibilita que los sistemas tecnologicos tengan la capacidad de com-
prender su entorno, interactuar con ¢l, encontrar soluciones a problemas y llevar a cabo acciones
especificas. La maquina recibe informacion en forma de datos, los cuales pueden estar previamente
preparados o recopilados a través de sensores incorporados, como una camara. Luego, procesa es-
tos datos y genera respuestas en funcion de ellos. Los sistemas de [A tienen la capacidad de ajustar
su comportamiento en cierta medida, analizar las consecuencias de acciones anteriores y funcionar
de manera independiente.

Dentro del ambito de la inteligencia artificial, existe una rama conocida como aprendizaje auto-
matico o Machine Learning (ML). Su objetivo principal es desarrollar algoritmos y técnicas que
permitan a las maquinas aprender de forma autonoma a partir de datos, sin necesidad de ser pro-
gramadas de manera explicita. En el ML, se emplean modelos matematicos y estadisticos para
analizar conjuntos extensos de datos y descubrir patrones y regularidades en ellos. Estos modelos
se entrenan utilizando datos de entrada, como imagenes, texto o sonido, junto con su correspon-
diente salida, ya sea etiquetas o clasificaciones o sin ella. De esta manera, los modelos pueden
hacer predicciones sobre nuevas instancias de datos que nunca han sido vistas anteriormente.

1.2.1. Deep learning

El aprendizaje profundo (DL, del inglés deep learning), es una rama dentro del campo de la inte-
ligencia artificial.
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Figura 1.3: Artificial Intelligence - Machine Learning and Deep Learning (obtenida de [15])

Este tipo de aprendizaje se centra en el desarrollo de algoritmos y modelos de aprendizaje auto-
matico inspirados en el funcionamiento del cerebro humano. A diferencia de otros enfoques de
aprendizaje automadtico, el DL se basa en redes neuronales artificiales (ANNSs, del inglés Artificial
Neural Networks) que estan compuestas por multiples capas de neuronas interconectadas. Pue-
de haber decenas o cientos de capas que se encargan de procesar datos y extraer caracteristicas
complejas y abstractas para poder predecir la salida de un set de datos.

Una ANN es un modelo computacional que se comporta de manera similar a la de una neurona
del sistema nervioso humano. Este tipo de redes estan compuestas por multiples capas, conectadas
de manera que la salida de una de las capas es la entrada de la siguiente. La primera capa es
denominada la capa de entrada, la tltima la capa de salida y las intermedias son las capas ocultas.

1.2.2. Algoritmos de aprendizaje

Los algoritmos de aprendizaje se dividen en diferentes tipos seglin qué etiquetas acompafian a los
datos de entrada. Estos tipos incluyen el aprendizaje supervisado, no supervisado, semi-supervisado,
por refuerzo y débilmente supervisado. La eleccion del algoritmo se decide en base a la aplicacion
que se va a dar al modelo y los datos que se disponen para su realizacion.

Aprendizaje supervisado

En el aprendizaje supervisado, se entrena un modelo utilizando datos que estan etiquetados, es de-
cir, cada dato de entrada tiene una etiqueta que indica la respuesta correcta. El objetivo del modelo
es encontrar una funcién que pueda asignar correctamente las etiquetas a nuevos datos de entrada
para que estas coincidan con el ground truth de los datos, que es su valor verdadero. Durante el
entrenamiento, el algoritmo ajusta los pardmetros del modelo basandose en los resultados de épo-
cas anteriores para obtener mejores resultados en cada iteracion. Para obtener buenos resultados en
este tipo de aprendizaje, es necesario contar con una cantidad suficiente de datos de entrenamiento
que estén correctamente etiquetados y no contengan ruido en las anotaciones.

Aprendizaje no supervisado

En el aprendizaje no supervisado contamos con datos sin etiquetar, es por eso que el sistema tie-
ne que intentar entenderlos por si mismo. En este tipo de aprendizaje se realiza un analisis para
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observar patrones ocultos y asi hacer agrupaciones segun los datos que tengan similitudes.
Aprendizaje semisupervisado

El aprendizaje semisupervisado es un enfoque intermedio entre el aprendizaje supervisado y el
aprendizaje no supervisado, ya que se utilizan conjuntos de datos que tienen tanto ejemplos eti-
quetados como ejemplos sin etiquetar.

Aprendizaje por refuerzo

El aprendizaje por refuerzo es una técnica de aprendizaje automatico en la que un agente aprende
a través de interacciones prueba-error con un entorno. El objetivo del agente es tomar acciones en
el entorno que le lleven a obtener la maxima recompensa a lo largo del tiempo.

Aprendizaje debilmente supervisado

En el aprendizaje débilmente supervisado se tienen datos de entrada que estan parcialmente etique-
tados. Dentro de estos algoritmos hay un tipo llamado aprendizaje de multiples instancias (MIL,
del inglés multiple instance learning). Este consiste en la agrupacion de los datos de entrenamiento
en bolsas y etiquetado de estas en vez de etiquetado por cada instancia. Es decir, se tiene una bolsa
que es acompafiada por una etiqueta y contiene una determinada cantidad de datos. Una bolsa sera
considerada positiva con tal de contener una instancia que pertenezca a la clase positiva.

1.2.3. Redes neuronales artificiales

Perceptron multicapa

El perceptron multicapa (MLP, del inglés multilayer perceptron) es un tipo especifico de ANN que
se caracteriza por tener multiples capas ocultas con neuronas completamente conectadas. En cada
neurona se recibe una o mas entradas, se realizan unas operaciones matematicas y su resultado
produce una salida. El procesamiento consiste que las entradas son ponderadas por unos pesos y
sumadas y su resultado es pasado por una funcion de activacion, para devolver una tnica salida,
que sera la entrada de la siguiente capa. Los pesos de los nodos de cada neurona determinan cuanta
importancia tiene esa entrada en el resultado a la salida. Es por eso por lo que su actualizacion es
necesaria para el proceso de aprendizaje del modelo.

Tryo—>
To o—)— Funcién de
activacion
Senales de m
Tg o—(W:
entrada | %3 3 @ _I_ y

- Salida
Unién
Ty o—> v e ] e
sumadora

Pesos
sinapticos

Figura 1.4: Perceptrén multicapa (obtenida de [16])
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Funciones de activacion

Las funciones de activacion son una parte que destacar de las ANNSs, ya que tienen un papel crucial
en el proceso de calculo de la salida de cada neurona, que sera la entrada de la siguiente, y son
capaces de introducir no linealidad, lo que permite modelar relaciones no lineales en los datos.
Algunas de las funciones de activacion mas usadas son la funcion unidad linear rectificada (ReLU),
sigmoide, softmax y tangente hiperbolica (tanh). En la Figura 1.5 se muestra un ejemplo de cada
una de las funciones mencionadas en esta seccion.
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Figura 1.5: Funciones de activacion (obtenida de [17])

Proceso de entrenamiento

Para entrenar una ANN, las dos etapas que se deben llevar a cabo son la propagacion hacia delante,
en inglés forward propagation, y la retropropagacion, en inglés back propagation. Estas se repiten
iterativamente durante un nimero de veces marcado, llamado épocas, hasta que el modelo disefiado
minimiza la funcién de pérdidas y alcanza la convergencia.

En la forward propagation, los datos de entrada se propagan por la red neuronal hasta la salida. En
el proceso de propagacion, se les aplican las funciones de activacion para obtener una prediccion
de los datos de entrada a la salida. Con las predicciones se calcula la discrepancia entre la salida
predicha y el valor real de la etiqueta del dato que se esta observando. Este error se puede calcular
con las llamadas funciones de pérdidas. Entre ellas estan la entropia cruzada y el error cuadratico
medio (MSE, del inglés mean square error).

En la retropropagacion, al contrario que en la forward propagation, lo que se propaga es el error y
lo hace al sentido contrario, de la salida a la entrada. Esto se hace para que las neuronas de la red
ajusten sus pesos para asi minimizar el error en la prediccion a la salida y, por lo tanto, obtener un
mayor rendimiento del modelo. La magnitud de la actualizacion de los pesos se determina con una
métrica llamada la tasa de aprendizaje, que se especifica antes del entrenamiento, y determina si
los pasos para llegar al minimo local deben ser mas grandes o mas pequeios.
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Redes neuronales convolucionales

Una Red Neuronal Convolucional (CNN, del inglés Convolutional Neural Network), es un tipo
de arquitectura de red neuronal que evoluciona del MLP para adaptarse al procesamiento de datos
como imagenes, videos y audios. La principal aportacion de las CNNs es que, gracias a sus capas
convolucionales, son capaces de analizar espacialmente las entradas de la red para obtener una
salida, a diferencia de los MLPs, que realizan una combinacion lineal de sus entradas. Sunombre se
debe a la aplicacion de operaciones de convolucion entre capas, que son operaciones matematicas
entre matrices, para extraer caracteristicas de los datos. Estan formadas por tres capas, que son
las convolucionales, las de reduccion, en inglés pooling y las densas de neuronas completamente
conectadas, en inglés fully connected.

Feature maps

Convolutions Subsampling Convolutions Subsampling  Fully connected

Figura 1.6: Estructura de una Red Neuronal Convolucional (obtenida de [18])

= Capas fully connected: Estas capas también son llamadas capas densas y su objetivo es llevar
a cabo la clasificacion, asignando una probabilidad a cada clase. A la entrada se tiene un
vector de caracteristicas de la imagen y a la salida tiene el mismo numero de salidas como
clases se esta clasificando. En la Figura 1.7 se puede ver un ejemplo de este tipo de capas y
como todas sus entradas y salidas estan conectadas.

Fully-Connected Neural Network Layer

Figura 1.7: Ejemplo de una capa de fully connected (obtenida de [19])
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= Capas de pooling: Estas capas ofrecen la posibilidad de reducir la dimensionalidad de los
mapas de activacion para quedarse solo con los valores mas significativos. El tipo de capa de
pooling mas utilizado es maxpooling y en ella se seleccionan los valores maximos de unos
subconjuntos de la matriz de caracteristicas. En la Figura 1.8 se puede ver un esquema que
ejemplifica la implementacion de esta capa en la que se seleccionan los valores maximos de
subconjuntos de matrices 2x2 para asi reducir el tamafio de la matriz a la mitad.
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Figura 1.8: Ejemplo de una capa de maxpooling (obtenida de [20])

= Capas convolucionales: Estas capas se encargan de la extraccidon de caracteristicas de las
imagenes mediante una serie de operaciones que son las convoluciones y las funciones de
activacion. La convolucion consiste en el producto elemento a elemento de una pequefia
matriz llamada kernel sobre la matriz en la que se representa el valor de cada pixel de la
imagen. Este proceso se repite deslizando el kernel por toda la imagen.

1.2.4. Aprendizaje de transferencia

El aprendizaje de transferencia, en inglés transfer learning, es un concepto utilizado en el campo
del aprendizaje automatico que se refiere a la aplicacion y transferencia de conocimientos o habi-
lidades aprendidos en una tarea o0 dominio a otro diferente pero relacionado. En lugar de comenzar
el entrenamiento desde cero en un nuevo problema, como se haria en el caso del machine learning
tradicional, el transfer learning busca aprovechar el conocimiento previo adquirido para mejorar
el rendimiento en la tarea actual. La oportunidad que ofrece el aprendizaje de transferencia es la
posibilidad de resolver problemas que requieren grandes cantidades de datos cuando no se dispo-
ne de ellos. En la Figura 1.9 se puede ver a la izquierda una representacion del machine learning
tradicional y a la derecha del transfer learning. Se puede observar como a la derecha los datasets
son de tamaiios distintos, siendo el Dataset 1 significantemente mayor que el 2, es por eso que se
aplica lo aprendido del primero para que el aprendizaje del segundo ofrezca mejores resultados.




CAPITULO 1. INTRODUCCION

‘ Leaming / k » Learning
Dataset 1 | == System Dataset 1 — System
Task 1 / |__Task1 |
Knowledge

, Leaming | N | Learning
( Dataset2 |C—> System ¢/ Dataset |\ [—)> System

Task 2 \\ . / Task 2

Figura 1.9: Diferencia entre aprendizaje de transferencia y aprendizaje tradicional (obtenido
de [21])

Existen distintas formas de implementar el aprendizaje de transferencia, siendo las principales el
fine-tuning y la extraccion de caracteristicas. La extraccion de caracteristicas consiste en utilizar
todas las capas de un modelo preentrenado en una base de datos de gran tamafio, excepto la ultima
fully connected, como extractor de caracteristicas para una nueva tarea. Las capas que se utilizan
del modelo preentrenado se congelan, lo cual quiere decir que no se actualizan sus pesos durante el
entrenamiento. El fine-funing también utiliza un modelo preentrenado, pero gracias a la estructura
de las CNNs en bloques convolucionales, se pueden elegir reentrenar los bloques deseados. En
este caso no se congela toda la red, sino que se puede congelar hasta un cierto nimero de bloques
convolucionales y reentrenar el resto con los nuevos datos. Asi, los primeros bloques obtienen
caracteristicas mas generales, ya que se basan en conocimientos de otras tareas, y los siguientes
buscan caracteristicas mas especificas a la tarea que se esté realizando. Ademas de estos dos en-
foques, también se puede implementar transfer learning reentrenando todas las capas del modelo.
Aunque pueda parecer que los resultados seran iguales que si se hubiese entrenado la red desde
cero, esto no es asi, ya que al estar los pesos inicializados a valores que han sido utiles para fines
similares, la red los tendra que modificar menos y por eso el entrenamiento serd mas rapido.

ImageNet es una base de datos que consiste en millones de imagenes etiquetadas con una amplia
variedad de objetos. Inicialmente, se empled para un challenge llamado ImageNet Large Scale
Visual Recognition Challenge (ILSVRC) y actualmente es ampliamente utilizada en el campo del
aprendizaje automatico. En este proyecto se han llevado a cabo entrenamientos utilizando la técnica
de transfer learning con modelos preentrenados en el conjunto de imagenes de ImageNet, ya que
en investigaciones previas se ha visto que ofrece muy buenos resultados.

1.3. Estado del arte

Aunque la deteccion de Sarcoma de Ewing a través de imagenes histologicas no ha sido amplia-
mente investigada, se han llevado a cabo investigaciones similares para otras patologias. Hay tres
aproximaciones que son las que se considera que son de mayor interés para el estudio del estado
del arte de este proyecto. Estas son el uso del aprendizaje profundo para clasificar imagenes his-
tologicas, el uso de la técnica de aprendizaje débilmente supervisado, en concreto aprendizaje de
multiples instancias, para clasificacion de imagenes histologicas y el uso de aprendizaje profundo
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para deteccion de sarcoma de Ewing con radiografias.

La primera de ellas, que es el uso del aprendizaje profundo para clasificar imagenes histologicas,
se implementa mediante el uso de redes neuronales convolucionales para detectar y clasificar los
distintos tejidos de las imagenes. Liao y otros [22] llevaron a cabo el estudio de clasificacion
basada en aprendizaje profundo y prediccion de mutaciones a partir de imagenes histopatologicas
de carcinoma hepatocelular. Para el método propuesto se utilizaron WSIs de una base de datos y
se excluyeron las que no tenian una buena resolucion o etiqueta. La clasificacion de las imagenes
se realizd6 mediante una CNN con la estructura de aprendizaje residual profundo para superar el
problema de degradacion. Esta CNN esta compuesta por tres bloques que constan de dos filtros
convolucionales kernel de 3%3, cada uno de los cuales va seguido de una capa BatchNormalization
y luego una capa ReLU. La salida de cada bloque consiste en residuos del bloque previo y su
propia salida. Este método ofrecié resultados muy prometedores para la clasificacion de tejidos
con imagenes histologicas.

La siguiente aproximacion que se va a exponer es la del uso de la técnica de aprendizaje débilmente
supervisado, en concreto aprendizaje de multiples instancias, para clasificacion de imagenes histo-
logicas. Spanhol y otros [23] llevaron a cabo el estudio de aprendizaje de multiples instancias para
la clasificacion de imagenes histopatoldgicas de cancer de mama. Estudiaron dos enfoques distin-
tos, el primero asumieron que cada bolsa era una imagen y dentro de esa bolsa estaban los parches
de esa imagen y el segundo asumieron que cada bolsa era un paciente y dentro de esa bolsa estaban
las muestras completas que habian sido tomadas de ese paciente. Es decir, en el primer enfoque
el contenido de cada bolsa son parches de una misma imagen y en el segundo cada bolsa contiene
mas de una imagen, todas asociadas a muestras tomadas del mismo paciente. En la Figura 1.10 se
puede apreciar la diferencia entre la clasificacion de instancias individuales y la clasificacion de
multiples instancias, que es el tipo de clasificacion que se utilizé en este método.

Single instance e N
classification

Single instance
classification

Patient label
Begnin or Malignant

Majority vote

Single instance
classification

Image n

Multiple instance learning (MIL) setting

Multiple instance Patient label
— . )
classification Begnin or Malignant

Figura 1.10: Diferencia entre clasificacion de instancias individuales y clasificacion de mul-
tiples instancias (obtenido de [23])
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La ultima aproximacion que se ha considerado de interés ha sido el uso de aprendizaje profundo
para deteccion de sarcoma de Ewing con radiografias. Esto es muy parecido a lo que se pretende
implementar a este proyecto, ya que se busca conseguir lo mismo pero mediante imagenes histo-
logicas. Consalvo y otros [24] llevaron a cabo un algoritmo de aprendizaje profundo de dos fases
para deteccion y diferenciacion del sarcoma de Ewing y osteomielitis aguda en radiografias pedia-
tricas. En la primera de las dos fases realizaron la deteccion de casos patologicos y la segunda la
diferenciacion entre cuales de estos so sarcoma de Ewing y cuales son osteomielitis. Para ambos
utilizaron una ResNet-50 como CNN, estando preentrenada en imagenes radiograficas relaciona-
das con sarcomas, para asi poder realizar aprendizaje de transferencia. Ademas, utilizaron data
augmentation para compensar el desbalanceo de clases.

1.4. Objetivo del proyecto

Como se ha mencionado en la introduccién, uno de los factores determinantes a la hora de asegurar
la supervivencia del paciente con Sarcoma de Ewing es el diagnodstico temprano. Debido a que el
aumento de casos de cancer ha incrementado la demanda de servicios de patologia, actualmente hay
una sobrecarga de trabajo de los patdlogos encargados del analisis y diagndstico de las muestras.
Esto se traduce en un tiempo menor para analizar las pruebas de cada paciente y mayor agotamiento
de los patdlogos expertos. Ademas, la heterogeneidad celular y presencia de patrones vasculares
similares dificulta la diferenciacion entre tejido que contiene sarcoma de Ewing y el que contiene
otros tumores de células redondas pequefias. Teniendo en cuenta que diagnosticar correctamente
entre cada uno de estos es importante, ya que el tratamiento es distinto, y sabiendo que esto causa
discrepancias entre observadores, se puede apreciar la clara necesidad de un sistema de diagndstico
mas fiable.

Es por esto por lo que el objetivo principal de este proyecto serd desarrollar un sistema automati-
zado capaz de diferenciar tumores de Ewing frente al rabdomiosarcoma, que es un tipo de tumor
de células redondas y pequefias, mediante aprendizaje profundo. Debido a la naturaleza de nues-
tros datos, que consisten en imagenes histoldgicas de secciones cilindricas de tejido, y el problema
especifico al que nos enfrentamos, vamos a llevar a cabo pruebas tanto de aprendizaje supervisa-
do tradicional como de MIL para entrenar nuestro clasificador y comparar sus rendimientos. La
posibilidad de realizar ambos tipos de entrenamiento se debe a que las imagenes tienen un tama-
fio grande pero aceptable para ser utilizadas completas en el aprendizaje supervisado, y también
son lo suficientemente grandes como para ser recortadas y utilizadas en MIL. Sin embargo, en el
caso de tener imagenes histologicas de tejidos completos, no seria factible utilizarlas sin recortar,
ya que podrian tener dimensiones de hasta 100000x100000 pixeles, lo cual no es viable para el
procesamiento en las GPUs. En este escenario, la tnica opcion seria utilizar el enfoque de MIL.

Adémas del objetivo principal del proyecto, también hay unos objetivos secundarios que se busca
cumplir:

1. Recolectar y preparar la base de datos: extraer cada muestra de biopsia cilindrica, a la que
llamaremos core, que contienen las micro matrices de tejido digitalizado.

2. Revisar el estado del arte: empezar revisando las técnicas de uso de deep learning para ima-
genes histologicas. Después, continuar revisando el uso del deep learning para cancer de
hueso y en concreto para diferenciar sarcoma de Ewing de otro tipo de cancer.
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3. Procesar las imdgenes: filtrar los cores que han sido recolectados para la base de datos de
manera que no quede ninguno incompleto o que no tenga tejido tumoral. Se realizaran tanto
filtrados automaticos como manuales para asegurar que las imagenes que se utilizan para el
entrenamiento son de alta calidad.

4. Explorar CNNs: dado el acceso a una extensa coleccion de datos etiquetados y el objetivo
de realizar predicciones, se llevaran a cabo experimentos de aprendizaje supervisado con
distintas arquitecturas de CNN con el objetivo de determinar cuéles ofrecen los mejores
resultados en el contexto especifico. La eleccion del tipo de aprendizaje a implementar se
basa en que el tamafio de nuestras imagenes lo permite y en la evidencia que demuestra que,
en general, el aprendizaje supervisado brinda el mejor rendimiento en la tarea de prediccion,
especialmente cuando se cuenta con datos adecuados, lo cual no siempre es facil de obtener.
Las arquitecturas que se exploraran son las que en el estudio del estado del arte se ha visto
que han sido utilizadas para propdsitos parecidos y se presentaran resultados de todas para
poder comparar sus rendimientos.

5. Explorar agregaciones MIL: como se ha mencionado, ademas de utilizar el aprendizaje su-
pervisado, se realizaran experimentos en los que el aprendizaje sera débilmente supervisado,
en concreto MIL. En €I, las imdgenes de cada uno de los datasets son parcheadas a un tamafo
determinado y el entrenamiento se realiza con los datos dispuestos en bolsas que contienen
todos los parches de una imagen. Teniendo en cuenta que un modelo de MIL consta de
tres partes: extraccion de caracteristicas, agregacion y clasificacion, para la primera parte de
extraccion de caracteristicas se utilizara la arquitectura que ha proporcionado los mejores
resultados en el entrenamiento supervisado. Ademas, se exploraran distintas agregaciones
de caracteristicas previas a la clasificacion, estas seran agregacion de maximos, medias y
MILAttention.

6. Analisis de resultados: una vez llevados a cabo todos los experimentos se analiza que re-
sultados son los mejores con las métricas que se obtienen de los entrenamientos. En esta
seccion compararemos el rendimiento de las distintas arquitecturas y de los distintos tipos
de aprendizaje para asi poder ver si el aprendizaje de multiples instancias ofrece mejores
resultados que el supervisado.
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Capitulo 2

Materiales y métodos

2.1. Materiales

2.1.1. Adquisicion

Las imagenes que hemos utilizado para el desarrollo del modelo de aprendizaje profundo han sido
obtenidas gracias a una colaboracion con el Instituto Valenciano de Oncologia (IVO), en especial
con el patologo Isidro Machado Puerto. Provienen de los proyectos asociados a sus investigaciones
[25] y su tesis [26] y consisten en TMAs. Cada uno de ellos contiene multiples cores individuales,
todos pertenecientes a pacientes contenidos en la misma clase, SE o TCRP. Un paciente puede tener
entre uno y cinco cores que le pertenecen y cada uno de ellos puede contener porciones variables
de tumor. Detectar visualmente la presencia de SE o TCRP es facil, ya que ambos tifien de un
color mas intenso que el resto del tejido. Lo que supone un reto y una oportunidad para ser resuelto
con A es la diferenciacion entre estos dos tejidos, que es lo que ayudaria a mejorar el pronostico
de esta patologia. Las muestras que tenemos de tumor de células redondas y pequeias son de
rabdomiosarcoma, que es un tipo de sarcoma que suele comenzar en los musculos que se unen a
huesos y que ayudan a mover el cuerpo. El proceso seguido para llevar a cabo la adquisicion de la
base de datos se resume en la Figura 2.1 para poder seguir de manera mas comoda su explicacion.

Micro matrices de tejido
TMA digitalizado (.mrxs)

Convertimos las imagenes con
la aplicacién SlideMaster

Micro matrices de tejido
TMA digitalizado (.tif)

Recortamos en cores
individuales con la funcién
extract_regions.m

Cores individuales

I

Figura 2.1: Proceso de adquisicién

15



CAPITULO 2. MATERIALES Y METODOS

El primer paso a seguir es la conversion de formato .mrxs a .tif. El formato de archivo de ima-
genes con etiquetas (TIFF, del inglés Tag Image File Format), es un archivo informatico que se
emplea para almacenar informacion de imagenes y graficos rasterizados. Se utiliza este formato
para evitar las pérdidas de informacion que suponen la compresion a formato JPG. La visualizacion
y conversion de las imagenes se realiza con SlideViewer y SlideMaster respectivamente.

El siguiente paso es recortar las imagenes que contienen multiples muestras de tejido en imagenes
con muestras individuales, llamados cores. Esto es realizado con una funcién que detecta cada uno
de los cores con el método de las bounding boxes, que son los rectingulos minimos que contienen
a los objetos que hay presentes en una imagen. Para poder llevar a cabo este método es necesario
tener la imagen en formato binario y asi poder sacar una mascara. Para la binarizacion, después
de probar que canal ofrece un mejor funcionamiento para la deteccion de cores, se ha pasado de
formato RGB a CMYK y elegido un solo canal, que ha sido el de Magenta. Con el resultado de la
conversion de modelo de color de los pixeles se puede utilizar el método de umbralizacion, llamado
el método de Otsu [27], para binarizar la imagen. Este método sera explicado mas adelante en la
parte de preprocesado de las imagenes.

Figura 2.2: Plantillas de deteccion de bounding boxes
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El método de las bounding boxes que se ha utilizado para la deteccion de los cores aporta informa-
cion acerca de su tamaiio y localizacion y asi se puede recortar la imagen por las zonas deseadas.
Las iméagenes resultantes de este proceso tienen un tamafio de alrededor de 3000x3000 pixeles. Es-
te tamafio de imagen es mucho menor que el que tendria una WSI, que es una imagen histologica
de una muestra de tejido completa y puede tener un tamafio de 100000x100000 pixeles. Para este
tipo de imagenes solo es posible implementar MIL, ya que su gran tamafio no permite utilizar las
muestras completas para el entrenamiento. Debido a que los cores tienen un tamafio menor, ya que
Unicamente contienen una muestra cilindrica de tejido, es posible implementar tanto MIL como
aprendizaje supervisado tradicional, pues las GPUs soportan estos tamafios de imagen para el en-
trenamiento de modelos de aprendizaje profundo. Ademas de los recortes de los cores, la funcion
mencionada también nos devuelve una imagen, como la que se puede ver en la Figura 2.2, en la
que nos muestra cada uno de los bounding boxes que ha detectado a cada uno de los cores. Esto
resulta 1til para poder identificar a qué paciente pertenece cada uno de los recortes. Se muestra la
figura rotada para hacer coincidir su formato con el de la plantilla de la Figura 2.3.

Ademas de los TMAs mencionados al principio de esta seccion, desde el laboratorio de patologia
se prepararon plantillas con la misma estructura en las que se indica a qué paciente pertenece cada
uno de los cores y qué tipo de patologia padecen los pacientes de esa diapositiva. Se puede ver un
ejemplo de estas platillas en la Figura 2.3. La estructura que siguen estas plantillas es que un cua-
drado, en los que se indica el ID del paciente, corresponde a cada uno de los cores. Como ejemplo,
PT418 es el ID de un paciente que tiene dos cores asociados, ya que hay dos cuadrados con ese
mismo ID. Los cuadrados en los que se indica CONTROL son los asociados a los cores de control
que no estan asociados a ninglin paciente y, por lo tanto, no se utilizan para el entrenamiento. Con
esto y con la ayuda de las plantillas de bounding boxes generadas (Figura 2.2) se puede llevar a ca-
bo el paso final de la adquisicion de la base de datos, que es etiquetar las imagenes correctamente.
Esto se realiza rellenando las platillas con el nimero de deteccion que corresponde a cada pacien-
te. Asi, se puede etiquetar cada imagen con el identificador de paciente y el nimero de muestra
de ese paciente para que tengan la estructura ’(nombre de paciente) (nimero de muestra de ese
paciente)’. Por ejemplo, PT418 1 seria la primera muestra de ese paciente y la siguiente PT418 2.
Tener las etiquetas de esta manera permite asegurar que a la hora de hacer las particiones de datos
para entrenamiento, validacion y test exista la posibilidad de evitar que haya muestras del mismo
paciente en distintos conjuntos. Es deseable evitar esta situacion, ya que esto podria llevar a una
evaluacion sesgada y poco realista del rendimiento del modelo.

PT418 PT418 |PT419|PT419|PT420[PT420(PT421PT421

PT413 PT413 |PT414|PT414|PT415PT415PT416/PT416PT417|PT417

PT408 PT408 |PT409|PT409PT410PT410(PT411/PT411PT412[PT412

PT403 PT403 |PT404|PT404PT405PT405PT406PT406PT407|[PT407

PT398 PT398 |[PT399|PT399/PT400[PT400PT401PT401PT402PT402

PT392 PT392 |PT393|PT393PT395/PT395PT396/PT396PT397PT397

PT386 PT386 |PT387|PT387|PT388/PT388PT389PT389PT391PT391

CONTROL|CONTROL

Figura 2.3: Plantillas de correspondencia entre paciente y muestra
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Una vez finalizada la adquisicion de datos, se puede realizar un recuento para determinar la mag-
nitud de la base de datos disponible para el entrenamiento. Los resultados de este recuento se
presentan en la Figura 2.1.

Cantidad Ewing  Rabdomiosarcoma
TMAs 26 6
Cores 203 257

Parches por WSI (media & desv. tipica) 924+ 15 101 £ 24

Tabla 2.1: Recuento de muestras de la base de datos después del filtrado

2.1.2. Software

El software utilizado se refiere al conjunto de programas, instrucciones y datos que se utilizan
para controlar y operar un sistema informatico. En el caso de este proyecto, ha sido el entorno de
programacion MATLAB® en su version R2019a y el entorno de desarrollo Visual Studio Code,
utilizado para programar en Python.

MATLAB®, el lenguaje de calculo técnico desarrollado por MathWorks, es un entorno de pro-
gramacion para el desarrollo de algoritmos, analisis de datos, visualizacion y calculo numérico
[28]. Es conocido por su capacidad de trabajar con matrices y su amplia gama de herramientas y
bibliotecas.

Visual Studio Code (VS Code) es un editor de codigo fuente desarrollado por Microsoft disponible
para Windows, GNU/Linux y macOS. VS Code tiene una buena integracion con Git, cuenta con
soporte para depuracion de codigo, y dispone de un sinnumero de extensiones, que basicamente te
da la posibilidad de escribir y ejecutar codigo en cualquier lenguaje de programacion [29].

Para la programacion en Python se han utilizado principalmente TensorFlow, que es una biblioteca
de aprendizaje automatico amplia y flexible, y Keras, que es una biblioteca de alto nivel que facilita
el disefio y la construccion de modelos de redes neuronales utilizando TensorFlow como backend.

2.1.3. Hardware

Para la realizacion del proyecto se han utilizado un ordenador portatil y una tarjeta grafica o GPU.
El ordenador portatil empleado ha sido un MacBook Pro (13-inch, 2017, Two Thunderbolt 3 ports)
que dispone de un procesador 2,3 GHz Intel Core i5 con tarjeta grafica Intel Iris Plus Graphics 640
1536 MB y 8 GB de memoria RAM. Debido a que llevar a cabo el entrenamiento de las redes
neuronales convolucionales de este proyecto requiere una alta capacidad computacional, se ha
necesitado hacer uso de procesadores mas potentes. Es por eso que se han empleado los servidores
pertenecientes al equipo de investigacion CVBLab, que constan de un procesador Intel 17 @4.20
GHz, tarjeta grafica NVIDIA Titan V y una capacidad de memoria de 32 GB de RAM.
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2.2. Métodos

2.2.1. Preprocesado

Como se ha mencionado anteriormente, para la binarizacion de las imagenes se ha realizado una
umbralizacion con el método de Otsu. Este se encuentra dentro de las técnicas de umbralizacion
mas utilizadas en la literatura. Selecciona el maximo valor umbral de la varianza entre clases del
histograma de una imagen [27]. Con el valor calculado por el método de Otsu, los pixeles que
tengan un valor por encima de ese umbral seran convertidos al valor maximo y los que tengan un
valor inferior al minimo. Esta binarizacion permite detectar y recortar los cores con el método de
las bounding boxes. En la Figura 2.4 se puede ver una seccion de la imagen resultante de aplicar
el método de Otsu a un TMA de la base de datos del proyecto para detectar las posiciones de los
cores.

Figura 2.4: Resultado de aplicar el método de Otsu a un TMA

De los cores adquiridos mediante los procesos explicados anteriormente, no todos resultan ttiles
para llevar a cabo el entrenamiento del modelo de aprendizaje profundo. Esto se debe a que, como
inicialmente se sacaron para analisis bajo el microscopio, y en este caso no es grave que hayan
cores incompletos, dentro de los TMAs hay muestras de cores que no estan totalmente completos,
tienen formas muy variadas o incluyen artefactos. En el caso de ser analizado bajo el microscopio
no habria problema en contar con formas distintas o cantidades de tejido muy variantes, ya que a
simple vista es facil detectar cuando una muestra no es util y fijarse en la siguiente o ver que una
muestra esta incompleta y solo fijarse en la parte de tejido que se puede apreciar. A diferencia de
cuando el analisis es bajo microscopio, en el caso de ser de manera automatizada se necesita tener
una base de datos en la que todas las instancias tengan una estructura muy parecida. Esto es porque
al aprender caracteristicas de las imagenes para poder clasificarlas, las diferencias en cantidad de
tejido o forma de la imagen podrian inducir a confusion si no se indica que esas imagenes no son
utiles para el entrenamiento.

En el codigo mencionado anteriormente, en el que se extraen los distintos cores, hay ciertos fallos
que se cometen en la deteccion. Uno de los errores que se presentan son que cuando un core tiene
un tamafio mas grande o no totalmente cuadrado, el coédigo puede llegar a detectarlo como dos

19



CAPITULO 2. MATERIALES Y METODOS

partes y eso resulta en cores de por ejemplo 3000x1500 pixeles. El otro error es que cuando un
core estd incompleto se detecta como si fuese un core valido y esto genera una imagen en la que
no hay casi tejido. En la Figura 2.5 se pueden ver ejemplos de ambas situaciones.

Figura 2.5: Ejemplos de los errores de deteccion

Sabiendo que es necesario tener una base de datos homogénea y viendo qué es lo que causa que
haya diferencia entre imagenes, se ha creado un cédigo que filtre las imagenes de manera que
todas tengan una forma cuadrada y una cantidad minima de tejido. La tarea de comprobar que las
imagenes tengan una forma cuadrada se ha realizado analizando cada una de ellas y comprobando
que su tamafio de anchura y altura sea muy parecida, descartando las que su cuentan con mas de
10 % de diferencia entre estas dos medidas. Para comprobar que la cantidad de tejido sipera un
minimo se ha convertido la imagen a blanco y negro, convirtiendo los pixeles a binarios, y se ha
comprobado que la cantidad de pixeles negros supera el 20 % del total de la imagen. Asi, se ha
asegurado que hay al menos una determinada cantidad de pixeles con una cantidad suficiente de
tincion.

Ademas de utilizar el codigo para el filtrado automatizado de las imégenes, se ha considerado
necesario hacer también un revisado manual con la ayuda del patdlogo que nos proporcioné los
TMAs. Es por eso que se tuvo una reunion con ¢l en la que ademds de aprender a analizar una
biopsia digitalizada y entender qué tejidos son de interés por ser tumorales y que tejidos no, se
realizd una revision de las imagenes una a una para que con su ayuda experta se pudiese decidir
que imagenes eliminar por no contener suficiente tejido tumoral o contener muchos tejidos que no
son de interés como es el colageno o fibras musculares.

Para entender y poder apreciar la diferencia entre los tejidos mencionados se van a mostrar unos
ejemplos en los que se ven con claridad cada uno de ellos. En la Figura 2.6 se puede ver como hay
dos tejidos que se pueden diferenciar claramente de colores morado y rosa, siendo la parte rosa el
colageno y el resto células tumorales.

Figura 2.6: Core que contiene tejidos de colageno
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En la Figura 2.7 se muestra un ejemplo de cores de SE (izquierda) y de rabdomiosarcoma (derecha)
en la que se pueden apreciar diferencias en sus células que permiten diferenciar entre estas dos
patologias. En el core de SE se puede ver que la forma de las células moradas es muy redondeada
y su nucleo no es muy oscuro. Por otro lado, en el core de rabdomiosarcoma se puede ver que los
nucleos de las células son mucho mas oscuros y no tan redondeados, tienen una forma mas spindle-
like. Las células con esta forma se caracterizan por ser alargadas y fusiformes y son caracteristicas
de los rabdomiosarcomas.

Figura 2.7: Core de SE (izquierda) y de rabdomiosarcoma (derecha)

Es importante recalcar que, aunque en el ejemplo mostrado se evidencia claramente la diferencia,
esto no siempre es el caso. En muchas ocasiones, las células de rabdomiosacroma no tienen una
forma tan pronunciada de spindle-like y se asemejan mas a las de SE, siendo de forma redonda.
Debido a esta similitud, se considera que la deteccion de estas células requiere un analisis profundo
y detallado de las caracteristicas celulares. Es por eso que se plantea que la inteligencia artificial
podria ser una herramienta prometedora para facilitar su deteccion.

2.2.2. Aprendizaje supervisado

El aprendizaje supervisado consiste en el entrenamiento de algoritmos que clasifican datos o pre-
vén resultados con precision en un conjunto de datos etiquetados. El entrenamiento y optimizacion
de parametros se realiza utilizando las etiquetas. En este proyecto se han explorado distintas ar-
quitecturas de red neuronal convolucional para poder comparar sus rendimientos y analizar cual
ofrece mejores resultados. Entre las arquitecturas que se han estudiado estan la VGG16, ResNet-
50, AlexNet e Inceptionv3. A continuacion se hard una explicacion de cada una de estas y como
se han utilizado.

VGG16

La red neuronal VGG16 es un modelo de red convolucional profunda que consta de 16 capas,
incluyendo capas convolucionales, capas de pooling y capas fully connected [30]. Se caracteriza
por tener un tamafo de kernel de 3x3 en las capas convolucionales y 2x2 en las capas de pooling,
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en concreto maxpooling, 1o que supone una mejora respecto a modelos anteriores al utilizar nicleos
de convolucion mas pequefios. Como se puede ver en la Figura 2.8, el tamaiio de entrada de las
imagenes es de 224x224x3 y las capas de la red estan agrupadas en 5 bloques, a los que se les
conectan capas densas al final para realizar la clasificacion entre 1000 clases. A pesar de que el
tamafio de entrada para el que esta inicialmente disefiada es para el mencionado anteriormente, la
red estd preparada para soportar distintos tamafios, como en nuestro caso que han sido imagenes
de 750x750x3.

convl

convd ~
convs o6 f7 fe8

4% 14 %512 1x1x4096 1x1x1000

Tx7x512
112/ 112 x 128
@ convolution+ReLLU
[j max pooling

) fully connected+ReLU

224 % 224 x 64

Figura 2.8: Esquema de la arquitectura de la VGG16 (obtenido de [31])

En este proyecto se utilizara esta arquitectura de distintas maneras. Se haran pruebas utilizandola
tanto como extractor de caracteristicas como haciendo fine-tuning y reentrenandola todo. Bésica-
mente, se ird probando a reentrenar todas las capas, reentrenar solo los ultimos dos bloques convo-
lucionales y finalmente congelar todas las capas, utilizando los pesos que la red ha aprendido para
la base de datos de ImageNet.

ResNet-50

La ResNet-50 es un modelo de red neuronal que consta de 50 capas de profundidad y destaca por
su arquitectura basada en bloques residuales. Los bloques residuales permiten que las capas de la
red aprendan las diferencias entre las representaciones originales y las representaciones deseadas,
facilitando asi el entrenamiento de redes mas profundas [32]. Para ello, como se puede ver en la
Figura 2.9, ResNet-50 conecta las salidas de diferentes bloques de convolucion, permitiendo asi
que la informacion de gradiente pase a través de las mismas y que se realice el entrenamiento
de las ultimas capas de los modelos. Utiliza convoluciones de tamafio 3x3 y 1x1, para extraer
caracteristicas, junto con capas de maxpooling, average pooling y fully connected, para realizar la
clasificacion de las iméagenes.

Para esta arquitectura de red se seguira el mismo proceso de entrenamiento que se ha explicado para
la VGG16. En primer lugar, se reentrena toda la red, a continuacion se reentrenan solo los tltimos
dos bloques y como prueba final se utilizara toda la red con los pesos calculados entrenandola con
la base de datos de ImageNet.
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Figura 2.9: Esquema de la arquitectura de la ResNet-50 (obtenido de [32])

AlexNet

Esta CNN, presentada por Alex Krizhevsky, Ilya Sutskever y Geoffrey Hinton en 2012, fue una de
las primeras redes que demostro6 la eficacia de las CNN en la tarea de clasificacion de imagenes.
Como se puede ver en la Figura 2.10, su arquitectura consta de 8 capas de profundidad, siendo
las primeras cinco capas convolucionales y las ultimas tres capas fully connected. El tamafio de
entrada es 227x227 pixeles y puede clasificar entre 1000 clases. Entre los bloques convolucionales
se lleva a cabo una reduccion de dimensionalidad. En el primero se realiza mediante la operacion
de la convolucién con stride de tamafio 4x4 y en el resto con maxpooling. El éxito de esta CNN se
debe a la implementacion de ciertos elementos como son las capas ReL.U no-lineales y la técnica
de regularizacion con dropout, que acelera el entrenamiento y reduce el sobreentrenamiento [33].
A diferencia de lo realizado con las otras arquitecturas, en este caso solo se ha utilizado AlexNet
inicializada con los pesos de ImageNet reentrenando todas sus capas.

Input data Convl Conv2 Conv3 Conv4 Conv$ FC6 FC7 FCS8

13x 13 x 384 13x 13 x 384 13x 13 X 256

27x 27 X 256

55x 55 x 96
1000

227% 227 X 3 4096 4096

Figura 2.10: Esquema de la arquitectura de la AlexNet (obtenido de [33])
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Inceptionv3

InceptionV3 es un modelo de CNN que se utiliza para el reconocimiento de imagenes y la cla-
sificacion de objetos. Fue desarrollado por Szegedy y otros como parte del proyecto Inception y
es una mejora del modelo original Inception. Utiliza una arquitectura, la cual se puede ver en la
Figura 2.11, en la que las capas convolucionales estan conectadas en paralelo, permitiendo que la
red aprenda diferentes caracteristicas en diferentes escalas y niveles de abstraccion. Esto permite
que la red capture detalles finos y caracteristicas globales de una imagen al mismo tiempo. Al igual
que con AlexNet, solo se ha utilizado inicializada con los pesos de ImageNet y reentrenando todas
sus capas.

Input: 299x299x3, Output:Bx8x2048

------ BB

Convolution Input: ngpgé:AB
AvgPool 299x299x3 XOX.
Mzip%z' — Final part;8x8x2048 -> 1001

== Concat
== Dropout

Fully connected
= Softmax

Figura 2.11: Esquema de la arquitectura de la Inceptionv3 (obtenido de [34])

2.2.3. Aprendizaje multiples instancias

Uno de los avances en el entrenamiento de redes con aprendizaje profundo ha sido el algoritmo de
aprendizaje débilmente supervisado. Este permite utilizar grandes cantidades de datos que no estan
completamente etiquetados o lo estan de forma imprecisa. En este tipo de aprendizaje los datos
estan agrupados en bolsas, en cada una de ellas hay un nlimero de instancias. Si dentro de una bolsa
hay una instancia positiva, se considerara toda la bolsa positiva (Figura 2.12), independientemente
de la cantidad de instancias negativas que haya. Asi, el modelo aprende a reconocer las instancias
que son mas representativas para poder asignar una etiqueta a cada bolsa.

Negative Positive
Bag Bag

Figura 2.12: Ejemplo de bolsa positiva y negativa (obtenido de [35])
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En este proyecto se trabaja con imagenes histologicas que contienen distintas estructuras, como
células cancerosas, tejido sano y colageno. El objetivo principal es detectar un tipo especifico de
tejido, que son las células de SE. En este contexto, el enfoque de MIL se considera una opcion
prometedora, ya que nos permite entrenar con la etiqueta global sin necesitar anotar cada tejido.
Su funcionamiento se basa en clasificar una bolsa si al menos una instancia de las que contiene es
positiva, sin necesidad de entrenar el modelo indicando si cada una de ellas es positiva o negativa.
Asi, las bolsas seran imagenes histologicas y las instancias dentro de ellas parches de la imagen
que contienen distintos tejidos, pudiendo ser SE o no. El clasificador buscara clasificar una bolsa
completa como positiva si al menos una de las instancias contiene células de SE. Debido al poten-
cial de este tipo de aprendizaje, se ha considerado de interés comparar el aprendizaje supervisado
con el MIL para ver cul de los dos ofrece mejores resultados.

En la Figura 2.13 podemos ver una forma muy comun de implementar MIL, en esta se intenta
determinar el maximo margen entre instancias de manera que haya al menos una instancia positiva
en cada bolsa positiva. Asi, el margen es cambiado para que cumpla esta condicion.

n |
N u Negative N Negative
\\\ | N mu A @ bags
N |
| I
.0,

Positive ] | | N Positive
N bags A

N .
. \
| N N

Figura 2.13: Ejemplo de implementacion comparado con aprendizaje supervisado tradicio-
nal (obtenido de [35])

La implementacion del aprendizaje de multiples instancias se puede dividir en tres partes:

1. Creacion de las bolsas: Se crea una bolsa por cada de una de las imagenes que se van a uti-
lizar. La bolsa estd compuesta de la imagen de esa bolsa recortada en parches de un tamafio
determinado, en nuestro caso de 512x512 pixeles, y un vector etiquetas de la longitud del
numero de parches que se han creado. Asi, la bolsa resulta en un vector que contiene un
numero de imagenes de un tamafio determinado y otro vector con el mismo niimero de eti-
quetas que imagenes hay y todas las etiquetas siendo iguales, ya que cada bolsa es positiva
con tal de contener una muestra de la clase positiva y solo es negativa en caso de no contener
ninguna imagen positiva.

2. Extraccion de caracteristicas: Se obtiene un vector de caracteristicas para cada una de las
instancias dentro de cada bolsa. La extraccion de estos vectores la realiza la CNN.

3. Agregacion: La agregacion es la representacion de las caracteristicas de una bolsa para te-
nerlas a nivel de bolsa en lugar de a nivel de instancia y asi poder hacer predicciones para
la bolsa entera. Para obtener esta representacion se pueden realizar distintas operaciones de
agregacion de caracteristicas, como son el maximo, el minimo, la media y MILAttention.

= Maéximos: Este tipo de agregacion implica seleccionar el valor maximo de cada caracte-
ristica entre todas las instancias en una bolsa. Para cada caracteristica, se toma el valor
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mas grande encontrado entre todas las instancias y se forma un vector resultante que
contiene los valores maximos. Este enfoque resalta las caracteristicas mas destacadas
o dominantes presentes en las instancias de la bolsa.

= Minimos: El enfoque de agregacion mediante el minimo es similar al método del ma-
ximo, pero en lugar de seleccionar el valor méximo, se selecciona el valor minimo
de cada caracteristica entre todas las instancias en una bolsa. Es 1til cuando se busca
capturar las caracteristicas minimas o menos representativas en la bolsa.

= Media: Este tipo de agregacion se ha utilizado para el entrenamiento y en ella se calcula
el promedio de las caracteristicas de todas las instancias en una bolsa. Se suman todas
y se dividen por el nimero total de instancias. La media proporciona una representa-
cion promedio de las caracteristicas dentro de la bolsa. Se utiliza cuando se desea una
medida que refleje las caracteristicas tipicas de las instancias en la bolsa.

= MILAttention [36]: Este tipo de agregacion utiliza la atencion para asignar pesos a cada
instancia dentro de un conjunto, enfocandose en las mas relevantes. Estos pesos indi-
can la importancia relativa de cada instancia en el conjunto y se utilizan para calcular la
agregacion de caracteristicas. Para implementar este tipo de agregacion se representa
cada instancia con un vector de caracteristicas, se aplica la funcién de atencién a las
instancias para obtener unos pesos, que indican la importancia relativa de cada carac-
teristica, y se realiza la agregacion ponderando los pesos con las caracteristicas. Esta
agregacion resulta muy 1til en MIL debido hay una relacion compleja entre las instan-
cias y las etiquetas. No todas las instancias contribuyen por igual a la clasificacion de
la bolsa, algunas pueden ser mas informativas o mas representativas de la clase que
otras.

4. Clasificacion: Se realiza la clasificacion de las bolsas utilizando la representacion de las ca-
racteristicas a nivel de bolsa y su etiqueta. Asi, se consigue asignar una etiqueta que clasifique
a cada bolsa completa.
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Resultados y discusion

3.1. Meétricas de evaluacion

Para el calculo de las métricas de evaluacion del funcionamiento del modelo, en la tarea de cla-
sificacion se han utilizado los valores de verdaderos positivos (VP), verdaderos negativos (VN),
falsos positivos (FP) y falsos negativos (FN). Para el problema de clasificacion binaria que se tie-
ne en este proyecto se ha considerado al SE como la clase positiva (asignado un valor de 1 a las
etiquetas) y al rabdomiosarcoma como la negativa (asignado un valor de 0 a las etiquetas). Asi,
cuando la etiqueta verdadera coincide con la etiqueta predicha se tiene un valor verdadero y si esa
es 1 serda VP y si es 0 VN. De manera inversa, si la etiqueta verdadera y la predicha no coinciden,
se tendra un valor falso y si la etiqueta obtenida es 1 serd FP y si es 0 FN. Estos valores son los
que se presentan en una matriz de confusion que se representa de la forma que se puede ver en la
Figura 3.1.

s

VALORES PREDICCION

Verdaderos Falsos
positivos Positivos

Falsos Verdaderos
Negativos Negativos

VALORES REALES

Figura 3.1: Matriz de confusion (obtenido de [37])
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Con estos valores se pueden calcular distintas métricas que son de utilidad para medir la calidad
del funcionamiento de nuestro sistema. Las métricas que se pueden calcular y que se han utilizado
en este proyecto son:

= Precision (prec): Indica la proporcion de elementos clasificados correctamente.

VP+VN

n

3.1)

Siendo VP y VN la suma de todas las predicciones correctas y n el numero total de imagenes
que se han usado.

= Sensibilidad (sens): Indica la proporcioén de valores positivos bien predichos por el modelo
respecto al total de valores positivos reales.

VP

—_— 2
VP+ FN (3-2)

= Especificidad (esp): Indica la proporcion de valores negativos bien predichos por el modelo
respecto al total de valores negativos reales.

VN

—_— 33
VN +FP 33

= Fl-score: Calcula la armonica media ponderada de la precision y la sensibilidad del modelo.

2 x Precision * Sensibilidad

34
Precision + Sensibilidad (3.4)

= Area bajo la curva ROC (AUC): ROC es la Receiver Operating Characteristic Curve y re-
presenta la capacidad de diagndstico de un clasificador binario. Cuanto mayor es su valor,
mayor es la capacidad del modelo para diferenciar entre clases. Un valor cercano a 1 signi-
ficaria que su funcionamiento es muy bueno y un valor cercano a 0.5 que es muy malo.

Ademas de estas métricas que evaluan como de bien clasifica un modelo, existen técnicas para
obtener las regiones discriminatorias utilizadas por una CNN para identificar una clase especifica
en la imagen. Estas técnicas son los class activation maps (CAM) y para imagenes médicas resulta
de gran utilidad debido a que se puede ver en que zona de la imagen esta fijandose el modelo para
tomar decisiones de clasificacion. Asi, los resultados se pueden contrastar con patdlogos expertos
que puedan confirmar que son regiones de interés. Para obtener los CAMs se ha utilizado el método
Grad-CAM [38]. Este funciona calculando los gradientes de las predicciones con respecto a la
salida de la Glltima capa convolucional, la cual contiene las caracteristicas mas relevantes y de alto
nivel aprendidas por el modelo. Cada activacion de la ultima capa convolucional se pondera por
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su gradiente calculado y de su resultado se hace la media, que se presenta en un mapa de calor que
resalta las regiones mas relevantes. Su resultado se superpone con la imagen de entrada original.
Como se puede ver en el ejemplo de la Figura 3.2, la parte superior de la imagen estd siendo en la
que mas se esta fijando el modelo a la hora de clasificar, esto lo identificamos porque esta parte se
presenta mucho mas roja que el resto.

Figura 3.2: Ejemplo de class activation map

A continuacion se presentan los resultados tanto para entrenamiento supervisado como para en-
trenamiento MIL. Los conjuntos de datos de entrenamiento, validacion y test utilizados para el
entrenamiento en ambos casos ha sido el mismo. Las métricas indicadas en las Tablas 3.1,3.2 y
3.3, que han sido utilizadas para evaluar el funcionamiento del modelo, han sido calculadas para
el conjunto de test. Estando este compuesto por 115 imagenes para el entrenamiento supervisado
y 115 bolsas para el MIL.

3.2. Resultados entrenamiento supervisado

En esta seccion se presentan las distintas métricas calculadas para evaluar el rendimiento del mode-
lo tras realizar un aprendizaje de transferencia con redes previamente entrenadas. Se han explorado
cuatro arquitecturas y para cada una se indica si se ha llevado a cabo un reentrenamiento completo,
fine-tuning o extraccion de caracteristicas. Para las primeras dos se han realizado pruebas de las
tres opciones mencionadas y sus resultados se pueden ver en la Tabla 3.1.

Modelo Prec  Sens Esp F-Score AUC
ResNet-50: extraccion de caracteristicas 0,345 0,588 0,095 0,434 0,342
ResNet-50: fine-tuning 0,782 0,843 0,810 0,811 0,826
ResNet-50: reentrenada 0,944 1 0,952 0,971 0,976
VGG16: extraccion de caracteristicas 0,495 0,902 0,254 0,639 0,578
VGGI16: fine-tuning 0,645 0,961 0,571 0,772 0,766
VGG16: reentrenada 0,885 0,902 0,905 0,893 0,903

Tabla 3.1: Resultados de clasificacion en test para entrenamiento supervisado

Analizando los resultados se puede apreciar que de los tres enfoques abordados el que mejores re-
sultados ofrece es el reentrenemiento completo, seguido del fine-tuning y acabando con extraccion

29



CAPITULO 3. RESULTADOS Y DISCUSION

de caracteristicas. Estos resultados parecen logicos, ya que los mejores resultados ocurren cuanto
mas se reentrena la red para los datos concretos del modelo.

Aunque es cierto que la extraccion de caracteristicas ha demostrado ofrecer buenos resultados para
otros enfoques, se puede ver que para imagenes histologicas resulta en un funcionamiento un poco
pobre. Esto puede ser debido a la complejidad de este tipo de imagenes y la necesidad de aprender
caracteristicas mucho mas especificas para poder realizar buenas predicciones.

El fine-tuning ha resultado en una precision de 0.782 para la arquitectura de la ResNet-50 y 0.645
para la de la VGG16. Estos resultados, aunque son mejores que los que nos da la extraccion de ca-
racteristicas, siguen siendo demasiado bajos como para considerarse 6ptimos para algo tan critico
como es la deteccidon de un tumor altamente agresivo. A pesar de haber obtenido resultados relati-
vamente bajos de precision, ambas han logrado una sensibilidad mayor de 0.84, lo cual es un muy
buen resultado, ya que basandonos en como se realiza su calculo (3.2) vemos que esto significa
que hay un nivel bajo de FN predichos. Por otra parte, la especificidad ofrecida por la ResNet-50
es 0.810, lo cual no es un mal resultado, pero la de VGG16 es 0.571. Esto es deficiente, ya que
como se puede ver en la ecuacion 3.3, quiere decir que hay una cantidad alta de FP. Ademas, en
los modelos de clasificacion se busca tener un equilibrio entre la sensibilidad y la especificidad y
en este caso estaria muy desbalanceado.

A la vista de que para las primeras dos arquitecturas las métricas con un reentrenamiento completo
resultan significantemente mejores, se ha optado por implementar inicamente este enfoque para
las siguientes dos. Sus resultados, junto con los de las dos arquitecturas probadas anteriormente, se
presentan en la Tabla 3.2. Se puede ver que de las cuatro arquitecturas con las que se ha realizado
este tipo de aprendizaje, las dos que mejor funcionan son AlexNet y ResNet-50, teniendo cada una
mejores resultados para una métrica en concreto.

Modelo reentrenado  Prec  Sens  Esp F-Score AUC

ResNet-50 0,944 1 0,952 0,971 0,976
VGG16 0,885 0,902 0,905 0,893 0,903
AlexNet 0,979 0,922 0,984 0,949 0,953
InceptionV3 0,943 0,980 0,952 0,962 0,966

Tabla 3.2: Resultados de clasificacion en test para entrenamiento supervisado

Debido a que la finalidad de este proyecto es la deteccion de tejidos de SE para el diagndstico
correcto de una patologia, entre que el sistema detecte mas o menos casos positivos de los que
deberia, es aconsejable que detecte de mas, ya que si detectase de menos podria estar pasando
por alto casos de SE que deben ser tratados. Es por eso que lo mas deseable para este sistema
sera tener una sensibilidad alta, puesto que si nos fijamos en como se realiza su calculo (3.2) esto
querra decir que la cantidad de FN es baja. Este criterio ayuda a elegir cual de las dos arquitecturas
es optima para el entrenamiento del modelo del proyecto y la que se va a utilizar para el MIL.
Mirando la Tabla 3.2 se puede ver remarcado que para la arquitectura de la ResNet-50, ademas
de tener los mejores resultados de F-score y AUC, se obtienen una sensibilidad de 1. Esto hace
que se considere la arquitectura 6ptima para este proyecto. Ademas, que esta arquitectura tenga
un buen funcionamiento es algo esperado, ya que en el estudio del estado del arte se ha visto
que las arquitecturas basadas en aprendizaje residual han proporcionado buenos rendimientos para
clasificacion de imagenes histologicas.
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Aunque este resultado sea satisfactorio, no hay que pasar por alto el analisis de la calidad de la
clasificacion del modelo basado en los CAMs. Esto nos da la informacion de en que partes del
core se esta fijando la atencion y asi nos permite determinar si se esta realizando la clasificacion de
forma correcta. En la Figura 3.3 se muestra un ejemplo de CAMs de imégenes de SE (izquierda) y
rabdomiosarcoma (derecha) que han sido clasificadas correctamente. Se puede ver como el modelo
fija la atencion en distintas partes del tejido tumoral del core. Posiblemente, estas zonas contendran
células que tendran una morfologia caracteristica del SE y rabdomiosarcoma que las diferenciaran
entre ellas y, por lo tanto, podran ser usadas para la diferenciacion. Con estos resultados, podemos
confirmar que para realizar la clasificacion el modelo se esta fijando en regiones del core que son de
interés, ya que gracias a la confirmacién del patélogo podemos saber que son células cancerosas. Si
las zonas de calor (zonas rojas) estuviesen en el fondo o en tejidos como colageno, si que habria que
replantearse como se esta haciendo la clasificacion y posiblemente modificar ciertos parametros.

png RABDO_VI_17.png

Figura 3.3: CAMs de imagenes de SE (izquierda) y rabdomiosarcoma (derecha) clasificadas
correctamente

3.3. Resultados entrenamiento MIL

En la Tabla 3.3 se presentan las distintas métricas para evaluar el rendimiento del modelo tras
realizar MIL con distintas agregaciones de caracteristicas. Las agregaciones que se han explorado
son la de maximos, la de minimos y MILAttention. Se han remarcado los valores mas altos de
cada una de las métricas y se puede ver que todos han sido obtenidos cuando se ha utilizado la
agregacion de la media.

Agregacion Prec  Sens Esp F-Score AUC

Méximos 0,746 0,940 0,750 0,832 0,845
Media 1 0,955 1 0977 0,978
MILAttention 0,905 0,950 0,889 0,927 0,919

Tabla 3.3: Resultados de clasificacion en test para MIL con ResNet-50

Aunque se podria haber esperado que MILAttention lograra un rendimiento superior, por su ca-
pacidad de atencion selectiva, este enfoque ha mostrado resultados muy buenos y cercanos a los
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obtenidos con la media, pero no ha alcanzado el mejor rendimiento. Esto puede ser por su sensibi-
lidad al ruido en las etiquetas, por su sensibilidad al tamafio de las bolsas o por otros factores que
podrian ser explorados.

En los resultados obtenidos mediante la agregacion de la media, se observa que la sensibilidad, una
métrica crucial que representa el nimero de falsos negativos (FN), supera el valor de 0.95, lo cual
indica un rendimiento muy satisfactorio. Ademas, tanto la precision como la especificidad llegan a
un valor de 1. Estos valores son altamente positivos. Ademas, se puede ver que todas las métricas,
excepto la sensibilidad, son mejores que para aprendizaje supervisado tradicional.

Aligual que en el aprendizaje supervisado, vamos a analizar los CAMs para verificar si las métricas
obtenidas representan adecuadamente el nivel de calidad de la clasificacion del modelo. De esta
manera, podremos identificar en qué parte de la imagen se enfoca el modelo para llevar a cabo la
clasificacion y evaluar si se esta identificando correctamente los tejidos de interés. Como se puede
ver en la Figura 3.4, observando el CAM de la izquierda, podemos ver que el modelo esta siendo
capaz de detectar los limites del tejido y fijarse en la zona de la imagen en la que hay core. Con
el CAM de la derecha podemos ver que ademas ha aprendido a seleccionar correctamente en que
tipo de tejidos fijarse, ya que se puede ver que no ha fijado su atencion en las células rosas de la
esquina inferior izquierda, las cuales no son caracteristicas de ninguna de las dos patologias que se
quieren detectar.

RABDO_VI_39.png RABDO_VI_43.png

Figura 3.4: CAMs de imagenes clasificadas correctamente mediante MIL
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Capitulo 4

Conclusiones y propuesta de trabajo
futuro

Llevar a cabo este proyecto nos ha permitido explorar el potencial que tienen los modelos basados
en aprendizaje profundo para la clasificacion de imagenes médicas, en particular las histoldgicas.
Hemos observado que estos sistemas de ayuda pueden brindar un gran apoyo a los profesionales
médicos en el diagnostico de patologias.

Hemos implementado modelos de aprendizaje profundo con diferentes arquitecturas y hemos en-
contrado que ResNet-50 y AlexNet ofrecen los mejores resultados. Entre las dos, ResNet-50 ha
logrado resultados ligeramente superiores, lo que demuestra que el aprendizaje residual es una
técnica util que permite el entrenamiento de la red, evitando el problema del desvanecimiento del
gradiente en las primeras capas.

En cuanto al transfer learning, hemos descubierto que cuanto mas reentrenamos las capas de la
red, mejores resultados obtenemos. La extraccion de caracteristicas por si sola no ha superado el
50 % de precision, mientras que con el fine-tuning hemos alcanzado precisiones de hasta el 78 %.
Sin embargo, los mejores resultados se han logrado al reentrenar completamente la red, llegando
al 94 % de precision con la arquitectura de ResNet-50.

En cuanto a MIL, hemos encontrado que tanto la agregacion de la media de las caracteristicas
como la técnica MILAttention proporcionan resultados muy buenos para imagenes histologicas,
siendo ligeramente mejores en el caso de la media. Esto puede resultar sorprendente, ya que el
resultado esperado era un mejor rendimiento para MILAttention. Aun asi, se puede entender, puesto
que los resultados son muy similares y la agregacion de la media también es conocida por su
excelente rendimiento. Esta es un caso particular de MILAttention en la que todas las instancias
tienen el mismo peso y puede haber ocurrido que en este caso todas las instancias hayan sido igual
de significativas. Las métricas obtenidas para la agregacién de la media han sido muy positivas
y permiten concluir que este tipo de enfoque tiene la oportunidad de ofrecer un alto rendimiento
para aplicaciones similares. Ademas, se ha visto que con MIL se pueden llegar a hacer mejores
predicciones que con el aprendizaje supervisado tradicional, ya que se han obtenido resultados
ligeramente mejores en todas las métricas, excepto la sensibilidad, que ha sido ligeramente inferior.

Una de las limitaciones del sistema clasificador disefiado es que estd entrenado para diferenciar
imagenes de SE y rabdomiosarcoma, en vez de diferenciar las de SE frente a cualquier otro tipo de
tumor de células redondas y pequefias. Conseguir la diferenciacion con cualquier tipo de tumor de
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células redondas y pequenas seria una linea de trabajo futuro de mucho provecho, ya que, como se
ha explicado en los objetivos del proyecto, la diferenciacion total marcaria una gran diferencia en
la esperanza de supervivencia de los pacientes gracias a la posibilidad de ofrecer un diagndstico
certero.

Otra de las propuestas de trabajo seria profundizar en el uso de la técnica MIL con la agrega-
cion de caracteristicas de MILAttention para obtener resultados aun mejores. Se considera que esta
combinacion tiene un gran potencial y que atin no se ha alcanzado su maximo rendimiento. Una
oportunidad de mejora seria utilizar imagenes de mayor tamafio que las empleadas en este proyec-
to, que fueron de 512x512 pixeles. Sin embargo, es importante tener en cuenta que esto implica un
costo elevado, ya que se requieren muchos recursos para entrenar modelos con todas las imagenes
necesarias para implementar MIL y cuanto mayor tamafio tienen mas se necesitan.
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Listado de siglas empleadas

ANN Artificial neural network.

AUC Area under curve.

CAM Class activation maps.

CNN Convolutional Neural Network.
DL Deep learning.

FN Falsos negativos.

FP Falsos positivos.
HE Hematoxilina Eosina.

IA Inteligencia artificial.

IVO Instituto Valenciano de Oncologia.

ML Machine learning.
MLP Multilayer perceptron.

MSE Mean square error.
RMN Resonancia Magnética Nuclear.
SE Sarcoma de Ewing.

TAC Tomografia Axial Computerizada.
TCRP Tumor de células redondeadas y pequenas.
TIFF Formato de archivo de imagenes con etiquetas.

TMA Tissue microarrays.

VN Verdaderos negativos.

VP Verdaderos positivos.

WSI Whole slide images.
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Apéndice A

Tabla de relacion del trabajo con los

Objetivos de Desarrollo Sostenible de la
agenda 2030

ODS Alto | Medio | Bajo | No Procede
ODS 1. Fin de la pobreza X
ODS 2. Hambre cero X
ODS 3. Salud y bienestar X
ODS 4. Educacion de calidad

ODS 5. Igualdad de género

ODS 6. Agua limpia y saneamiento

ODS 7. Energia asequible y no contaminante
ODS 8. Trabajo decente y crecimiento econdémico
ODS 9. Industria, innovacion e infraestructuras X
ODS 10. Reduccion de las desigualdades X
ODS 11. Ciudades y comunidades sostenibles
ODS 12. Produccion y consumo responsables
ODS 13. Accién por el clima

ODS 14. Vida submarina

ODS 15. Vida de ecosistemas terrestres

ODS 16. Paz, justicia e instituciones solidas
ODS 17. Alianzas para lograr objetivos

oI B B I

Lo T T B B

Tabla A.1: Objetivos de Desarrollo Sostenible

Descripcion de la alineacion del TFG/TFM con los ODS con un grado de relacion mas alto:

= ODS 3. Salud y bienestar: Este proyecto esta altamente relacionado con este Objetivo de
Desarrollo Sostenible. Esto es porque la implementacion de esta tecnologia tiene el poten-
cial de mejorar significativamente los prondsticos para pacientes con sarcoma de Ewing,
proporcionando diagnosticos mas precisos y tempranos. Ademas, la tecnologia desarrollada
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podria ser aplicada a otros tipos de enfermedades, ampliando su utilidad y beneficios a un
espectro mas amplio de pacientes para que mas personas puedan beneficiarse de ella.

= ODS 9. Industria, innovacion e infraestructuras: El uso de la inteligencia artificial aplicado a
aspectos médicos es algo atn poco extendido. Es por eso que se considera que este proyecto
es algo innovador y que, por lo tanto, tiene una relacion con este Objetivo de Desarrollo
Sostenible.

= ODS 10. Reduccion de las desigualdades: Se considera que este proyecto esta ligeramente
relacionado con este Objetivo de Desarrollo Sostenible, puesto que al impulsar avances en
la deteccion del SE, posibilita que en un futuro sea mas accesible un diagndstico y, por lo
tanto, cualquier persona que lo necesite tenga la posibilidad de recibirlo.
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